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摘　要：矿浆品位是浮选工艺中关键参数之一，其对于指导生产、节约药剂、控制产品质量和提高回收率等方面都起着非常

关键的作用。为了在线预测浮选精矿品位，解决荧光分析仪检测滞后的问题，研究出了一种不需要主观提取特征的基于深度学

习的精矿品位在线预测模型，模型的输入为浮选泡沫图像序列、原矿品位值和尾矿品位值，输出为精矿品位值，属于回归问

题。对比了主干网络分别为ＶＧＧ１６、ＲｅｓＮｅｔ５０和 ＭｏｂｉｌｅＮｅｔＶ２时预测结果的差异，实验结果显示ＶＧＧ１６的预测精度和鲁

棒性最好，平均预测精度达到１２．４８％。
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据相关统计，国内９０％以上的有色金属矿物

会采取浮选工艺。由于浮选工艺流程内部耦合度

高、时间周期长、浮选结果的影响因素多，在走向

自动化、信息化、智能化的道路上仍有巨大的阻

力［１］。国内外无数学者尝试搭建出一个完善的数学

模型来描述浮选生产流程中复杂的物理化学过程，

但是由于各种原因研究进展缓慢。第一，浮选生产

过程是一个高度的非线性过程，而对非线性问题的

建模理论研究应用于浮选过程效果不好；第二，尽

管浮选过程中部分可以进行结构化建模，但是浮选

过程整体上还是一个非结构化问题，如果将浮选各

环节结构化建模后整合成整体模型，建模效果与实

际的浮选生产相差较大并且违反了浮选系统的原

理。所以通过 “黑箱”建模方法，建立输入与输出

之间的数学模型，对浮选生产的信息化和智能化具

有重大研究价值。

近年来很多学者致力于在线矿浆品位分析，这

对于指导生产、节约药剂、控制产品质量和提高回

收率等方面都起着非常关键的作用。Ｍ·瓜里尼
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等［２］提取颜色特征犅 均值、犌 均值、犚 均值和犎

均值、犛均值、犞 均值、形态特征泡沫尺寸、平均

形状系数等，并且将以上特征参数与精矿品位作相

关性分析，可以采用浮选泡沫的图像特征参数来作

为训练模型的输入数据，从而获得精矿品位预测模

型。魏利君提出了多数据相关性分析算法，进行了

单一浮选槽的浮选泡沫图像特征与精矿品位的相关

性分析，以及多个浮选槽的浮选泡沫图像特征之间

的相关性分析，然后使用基于改进粒子群的支持向

量机算法来建立精矿品位预测模型［３］。李启福等选

取颜色特征、纹理特征、形态特征和速度特征作为

训练模型的输入数据，应用滑窗样条偏最小二乘算

法建立精矿品位的回归预测模型［４］。

从以上案例不难发现，目前一般的基于机器视

觉的精矿品位预测，均是通过研究特定的泡沫图像

处理方法提取泡沫表面的一个或者多个视觉特征，

进而通过大量的样本统计分析这些视觉特征与精矿

品位的相互关系，建立相应的关系模型，建模算法

从最初的最小二乘法、相关似然法等经典算法发展

到了支持向量机、神经网络等机器学习算法。虽然

模型借助机器学习技术实现 “黑箱”操作，然而依

然需要提取一些主观认为密切相关的视觉特征，比

如颜色、纹理、形态、速度等，这些特征是否合

理，是否充分，目前没有相关的理论支撑。近年来

深度学习技术在各行各业广泛使用，其不需要人为

提取特征的优势，给浮选生产的信息化和智能化输

入新的血液，本文研究出了一种基于深度学习的浮

选精矿品位在线预测模型，模型的输入为浮选泡沫

图像序列、原矿品位值和尾矿品位值，输出为精矿

品位值，属于回归问题。对比了主干网络分别为

ＶＧＧ１６、ＲｅｓＮｅｔ５０和 ＭｏｂｉｌｅＮｅｔＶ２时预测结果

的差异，实验结果显示 ＶＧＧ１６的预测精度和鲁

棒性最好，平均预测精度达到１２．４８％。

１　深度学习原理

传统机器学习常通过 “特征工程”针对不同

任务设计特定特征以实现对数据的特征提取，比

如在传统计算机视觉领域，常用全局特征描述子

和局部特征描述子对图像进行表示，但是实际工

程中的学习任务复杂多变，针对具体任务设计生

成特定特征复杂费力且缺乏泛化性和鲁棒性，难

以扩展运用于其他任务。深度学习是机器学习的

一个分支领域，是从原始数据中自动学习特征表

示的一种新方法，强调从连续的层（Ｌａｙｅｒ）中进行

学习，这些层的输出对应着越来越有意义、越来

越抽象的表示。

深度学习模型每一层对其输入数据所进行的操

作保存在该层的权重（Ｗｅｉｇｈｔ）中，其本质是一个

向量或多维矩阵。深度学习模型训练过程即为模型

每一层找到合适的权重值，使得模型输出与其目标

相适 应。模 型 的 训 练 过 程 由 损 失 函 数 （Ｌｏｓｓ

ｆｕｎｃｔｉｏｎ）和优化器（Ｏｐｔｉｍｉｚｅｒ）进行控制。损失函

数，又称目标函数（Ｏｂｊｅｃｔｉｖｅｆｕｎｃｔｉｏｎ），其输入是

模型预测值与真实目标值，然后计算一个距离值

（损失值）用于衡量该模型在样本数据上的效果好

坏。优化器基于损失函数计算的损失作为反馈信号

对权重进行调整更新，以降低模型预测值与真实目

标值的距离。模型训练初始对每一层的权重进行随

机赋值，其预测值与真实目标值自然相差甚远，体

现在损失值很高。随着训练样本的输入，每一层权

重值也逐步的向正确的方向进行调整，同时损失也

逐渐降低，即模型的训练过程（见图１）。

图１　深度学习模型训练过程　

Ｆｉｇ．１　Ｄｅｅｐｌｅａｒｎｉｎｇｍｏｄｅｌｔｒａｉｎｉｎｇｐｒｏｃｅｓｓ

精矿品位预测要得到的模型是：

犳 （图像序列，原矿品位，尾矿品位）＝精矿品位

可将其视为单目标回归任务，很多机器学习模

型都能解决单目标回归任务，但是由于输入中有图

像序列，为了防止参数过大，实验中用到的网络模

型是从ＣＮＮ发展出来的ＶＧＧ１６
［５］网络、ＲｅｓＮｅｔ

５０
［６］网络和 ＭｏｂｉｌｅＮｅｔＶ２

［７］网络。

２　数据采集和预处理

德兴铜矿作为我国规模最大的铜矿，多年来在

资源综合回收利用方面做了大量有成效的工作，但

是受装备技术水平的制约，每年损失在尾矿中的铜

·１７·
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金属仍然有１０％左右。江西铜业股份有限公司与

矿冶科技集团有限公司联合开展尾矿再选提升回收

率工业试验项目，依托矿冶科技集团有限公司单槽

容积为６８０ｍ３的世界第一大浮选机成套装备技术，

在德兴铜矿泗洲选矿厂一期１８０００ｔ／天磨浮系列

生产线建立起工业试验系统。本文的研究工作是在

这台６８０ｍ３浮选机上进行的。

图２　浮选泡沫图像采集仪

Ｆｉｇ．２　Ｆｌｏｔａｔｉｏｎｆｒｏｔｈｉｍａｇｅａｃｑｕｉｓｉｔｉｏｎｉｎｓｔｒｕｍｅｎｔ

浮选泡沫图像仪（见图２）主要由工业ＣＣＤ数

码相机、高亮点光源以及几字型支架和保护外罩组

成。将泡沫图像仪安装于浮选机溢流堰正上方，通

过采集装置内的高清工业照相机将连续的泡沫序列

Ｉｍａｇｅｓ传输至图像处理工作站，图像的每一个像

素的色彩空间为ＲＧＢ空间。

实验中发现采用拍摄的图像序列直接训练模型的

收敛速度很慢，预测精度也不高，需要对图片进行了

数据预处理与增强，处理过程包括对图像数据进行缩

放、对所有数据进行归一化、遮盖无贡献部分图像。

１）图像缩放

为了直接利用预训练模型对任务进行处理，对

图像进行缩放以适配预训练网络模型的输入大小，

将图像由原来１２７８×９５８大小缩放为２２４×２２４，

具体的缩放是通过双线性插值来实现的。在数学

上，双线性插值是有两个变量的插值函数的线性插

值扩展，其核心思想是在两个方向分别进行一次线

性插值。

假设已知函数犳在犙１１＝ （狓１，狔１），犙１２＝ （狓１，

狔２），犙２１＝（狓２，狔１），犙２２＝（狓２，狔２）四个点的值，则

点狆的值可以计算为：

犳（狓，狔）≈
犳（犙１１）

（狓２－狓１）（狔２－狔１）
（狓２－狓）（狔２－

狔）＋
犳（犙２１）

（狓２－狓１）（狔２－狔１）
（狓－狓１）（狔２－狔）＋

犳（犙１２）
（狓２－狓１）（狔２－狔１）

（狓２－狓）（ｙ－狔１）＋

犳（犙２２）
（狓２－狓１）（狔２－狔１）

（狓－狓１）（狔－狔１） （１）

２）数据归一化

使用Ｚｓｃｏｒｅ标准化的方法对所有数据进行归

一化处理，使得经过处理的数据符合标准正态分

布，即均值为０，标准差为１，转化函数见式（２）。

狓 ＝
狓－μ
σ

（２）

式中，μ为样本数据的均值；σ为样本数据的标

准差。

３）图像遮盖

输入图像如图３所示。图像中红线以上图像

对结果预测没有帮助，因此，通过掩码设计，对

红线以上部分图像进行遮盖。具体来说，直接将

上半部分图像像素设置为整幅图像像素值的平均

数（式３）。

μ＝∑
犎

犻＝１
∑
犠

犼＝１

狏犻犼 （３）

其中，犎和犠 为图像的高和宽的大小；狏犻犼为图

像中第犻行第犼列的像素值。

图３　图像遮盖

Ｆｉｇ．３　Ｉｍａｇｅｃｏｖｅｒａｇｅ

根据现场荧光取样装置的设置，精矿荧光阀门

开启后存储３ｓ７５帧的图像，精矿荧光阀门关闭后

读取原矿品位、精矿品位、尾矿品位。

从７５张图片中随机抽取２５张作为输入，经过

缩放后按照通道维度拼接为１张２５×３通道维度的

图像，直接送入预训练模型，预训练模型输出图片

序列对应的特征表示向量，最后，拼接原矿、尾矿

品位值，送入３层全连接网络进行精矿品位回归预

测（图４）。

·２７·
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图４　深度学习模型和数值信息处理

Ｆｉｇ．４　Ｄｅｅｐｌｅａｒｎｉｎｇｍｏｄｅｌａｎｄｎｕｍｅｒｉｃａｌｉｎｆｏｒｍａｔｉｏｎｐｒｏｃｅｓｓｉｎｇ

３　实验方法和结果

使用Ｐｙｔｈｏｎ３．８编程语言、ＰｙＴｏｒｃｈ１．９．０深

度学习框架，结合Ｉｎｔｅｌ（Ｒ）Ｘｅｏｎ（Ｒ）Ｇｏｌｄ５２１８

ＣＰＵ ＠２．３０ＧＨｚ处理器，在 Ｕｂｕｎｔｕ１８．０４操作

系统 下 进 行 实 验。 使 用 Ｔｅｓｌａ Ｖ１００ 显 卡、

ＣＵＤＡ１１．４和ｃｕＤＮＮ８．２．２调用 ＧＰＵ进行加速。

迭代次数Ｎ取１５０，使用Ａｄａｍ梯度下降，学习率

取０．０００１，ｂａｔｃｈ大小为９６。

实验中共标注了８０２个训练样本，每个训练样

本有７５张图片和２个输入标量，随机采样２５张图

片作为训练数据。为进行模型训练与验证，将其按

照训练、验证集８∶２分配，即：训练集６４１个样

本，验证集１６１个样本。

图５、６和图７分别展示了ＶＧＧ１６、ＲｅｓＮｅｔ

５０和 ＭｏｂｉｌｅＮｅｔＶ２在训练过程中，训练、验证

损失变化和预测结果与标注值的差值图。从结果

上看，三个模型的训练集损失曲线和交叉验证集

损失曲线都随着迭代次数增加逐步下降并趋于平

缓，但ＶＧＧ１６的２个曲线重合度更好，模型的

拟合能力更高一些。为了得到更多信息，进一步

对数据进行统计分析，得到表１。表１中犚２为决

定系数，又称拟合优度，其值越大表明自变量对

因变量的解释程度越高，模型的鲁棒性也越高。

平均绝对误差、均方误差、最大差值都从不同侧

面反映出了预测精度，其值越小越好。表１再一

次证明ＶＧＧ１６在预测精度和鲁棒性上表现都是

最好的。

图５　ＶＧＧ１６训练中损失变化和差值图

Ｆｉｇ．５　ＬｏｓｓＣｈａｎｇｅａｎｄｄｉｆｆｅｒｅｎｃｅｉｎｖｇｇ１６ｔｒａｉｎｉｎｇ
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图６　ＲｅｓＮｅｔ５０训练中损失变化和差值图

Ｆｉｇ．６　ＬｏｓｓＣｈａｎｇｅａｎｄｄｉｆｆｅｒｅｎｃｅｉｎＲｅｓＮｅｔ５０ｔｒａｉｎｉｎｇ

图７　ＭｏｂｉｌｅＮｅｔＶ２训练中损失变化和差值图

Ｆｉｇ．７　ＬｏｓｓＣｈａｎｇｅａｎｄｄｉｆｆｅｒｅｎｃｅｉｎＭｏｂｉｌｅＮｅｔＶ２ｔｒａｉｎｉｎｇ

表１　精矿品位预测结果的数据分析

Ｔａｂｌｅ１　ＤａｔａＡｎａｌｙｓｉｓｏｆｃｏｎｃｅｎｔｒａｔｅｇｒａｄｅｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓ

模型 平均绝对误差 均方误差 犚２决定系数 最大差值 最小差值 平均差值 平均预测精度／％

ＶＧＧ１６ ０．０３０９ ０．００１８ ０．８４３１ ０．２１３１ ０．００００ ０．０００５ １２．４８

ＲｅｓＮｅｔ５０ ０．０３９５ ０．００３３ ０．７１３７ ０．２８８３ ０．００００ －０．０１６７ １６．３８

ＭｏｂｉｌｅＮｅｔＶ２ ０．０７７３ ０．００９０ ０．２２００ ０．２９５３ ０．００００ ０．０２１３ ３２．５６

４　结论

１）一般的基于机器视觉的精矿品位预测，均

是通过研究特定的泡沫图像处理方法提取泡沫表面

的一个或者多个视觉特征，进而通过大量的样本统

计分析这些视觉特征与精矿品位的相互关系，建立

相应的关系模型，实际上泡沫图像序列暗含了浮选

泡沫的颜色、纹理、速度等信息，加上原矿品位和

尾矿品位对信息的补充，借助深度学习技术预测精

矿品位是一种行之有效的解决方案。

２）在德兴铜矿尾矿再选的６８０ｍ３浮选机上，

网络模型 ＶＧＧ１６在解决浮选泡沫图像序列精矿

品位预测问题上，其预测精度和鲁棒性表现更好。

３）在深度学习的训练过程中，训练数据是很重

要的，提高训练样本集的数量，会使预测精度和鲁

棒性得到进一步提升。
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